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2. Einfiihrung

2.1. Thema

Worum geht es?

Einen Schaden oder Materialverdnderungen (Fehler) zuverldssig und
sicher finden mit vorhandenen Messdaten!

Strukturiiberwachung (SHM) zur Laufzeit mit applizierten oder integri-
erten kostengiinstigen Sensornetzwerken!

Modellfreie Schadens- und Fehlerdiagnostik! ~ Welcher Schaden, wo,
warum, Auswirkung?

Verwendung von iiberwachten Maschinellen Lernen (verschiedene Modelle
und Algorithmen)

2.2. Aufgabe

1. Es soll eine Pradiktorfunktion F mit einer Modellhypothese M geben
die in der Lage ist aus einfach zu erlangenden Messdaten:

Einfiihrung 2
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» Eine bindre Entscheidung zu treffen ob eine Struktur geschidigt ist
oder nicht;

\/

Dann einen Schaden zu klassifizieren;

» Und schlieflich den Ort des Schadens innerhalb einer Struktur zu
approximieren;

» Eventuell Vorhersage des Bauteilzustandes (héhere Ebenen von
SHM)

2. Mogliche Messverfahren:

» Netzwerk aus Dehnungssensoren (aktives oder passives Messver-
fahren)

» Gefithrte Wellen und Ultraschallmesstechnik (aktiv)

» Schallwellen im Betrieb (passiv)

3. Messtechnik und Datenerfassung

3.1. Sensorische Materialien

Ein sensorisches Material stellt eine enge Kopplung von Struktur, Sen-
soren, Datenverarbeitung, Kommunikation und Energieversorgung dar,
die in einem Basismaterial integriert sind = Erfassung des Zustandes
des Strukturmaterials

Sensorische Materialien erweitern Strukturmaterialien mit folgenden Funktio-
nen:

1. Lastiiberwachung
2. Strukturelle Zustandsiiberwachung

3. Zerstorungsfreie Priifung

Maschinelles Lernen kann genutzt werden, um Schéiden zu erkennen und den
Zustand des Materials zu bestimmen und zu bewerten.

Messtechnik und Datenerfassung 3
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Abb. 1. Schichtenaufbau eines Sensorischen Materials als Materialintegration
von autonomen Sensornetzwerken

3.2. Test und Vorhersage

Schadensdiagnose und Vorhersage ist das Ergebnis von Tests:

Zerstorungsfreie Priifung (NDT)

Halbautomatische oder manuelle Erkennung von Schidden und relevanten
Material- und Strukturdnderungen im Labor oder in der Wartung

Strukturiiberwachung (SHM)

Automatisierte Erfassung des Zustands einer technischen Struktur oder Vor-
richtung zur Laufzeit (einschliefllich Schiden, jedoch nicht beschrankt da-
rauf)

» NDT, SHM, und die Vorhersage von Schéden ist immer noch eine Heraus-
forderung, auch in herkémmlichen monolithischen Materialien

» Neue Materialien und hybride Materialien, Z. B. Faser-Metall-
Laminate, zeigen bei versteckten Schiaden keine duflerlich sichtbaren Ma-
terialabweichungen!

» Bewihrte Messtechniken sind Ultraschalliiberwachung und Computerto-
mographie

1 Beide Techniken zeigen hohen instrumentalen Aufwand und

Schwierigkeiten bei der diagnostischen Robustheit

3.3. Test und Vorhersage

Messtechnik und Datenerfassung 4
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Externe Uberwachung von inneren Schéden solcher Materialien und
Strukturen mit einfachen und kostengiinstigen externen Sensoren, Z.B.
Dehnungssensoren, unter Laufzeitbedingungen ist von hohem Interesse!

» Verschiedene Parameter und Einschrdnkungen haben Einfluss auf das
Testergebnis, die Genauigkeit und die Vertrauenswahrscheinlichkeit:

d Rauschen (extrinsisch, intrinsisch)

[ Sensorausfall

[ Sensor-Ausfall von Knoten in einem Sensornetzwerk

A Anderung der Material- und Struktureigenschaften zur Laufzeit
1 Liicke zwischen Baseline- und Laufzeitbedingungen

1 Ungenaue Modelle

4. Maschinelles Lernen

4.1. Modelle und Algorithmen

Modelle und Algorithmen miissen unterschieden werden. Modelle sind
Funktionen, Graphen, Bdume und Tabellen. Algorithmen fiihren Train-
ing, Test und Klassifizierung (d.h. Vorhersagen) durch.

Die folgenden Lernalgorithmen und Modelle werden fiir die Schadensdiagnose
verwendet:

» Klassische Entscheidungsbaum Lerner (ID3, C45)

» Verbesserte Entscheidungsbdume mit Intervall-Arithmetik und Néchster-
Nachbar-Néherung (ICE)

\

Random Forest Tree Lerner (RF')

» Single-layer Perceptrons (einschichtiges kiinstliches neuronales Netzwerk,
SLP)

\

Multi-layer Perceptrons (Deep Learning mit versteckten Ebenen, MLP)
» Multi-label Support Vektor Maschinen (SVM)

Maschinelles Lernen 5
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4.2. Architekturen

Maschinelles Lernen bedeutet eine Hypothese M einer Modellfunktion F zu
finden, die einen Eingabevektor x auf einen Ausgabevektor y abbildet:

M(X):X =,
Maschinelles lernen ist in drei Phasen unterteilt:
1. Lernen einer Hypothese einer Modellfunktion M mit Trainingssensordaten

(gekennzeichnet mit Werten der Zielvariable, hidufig durch einen Experten
bei tiberwachtem Lernen)

2. Testen der berechneten Modellfunktion mit Testdaten zur Schétzung der
Modellgenauigkeit (mit Trainingsdaten und zusétzlichen Datensétzen)

3. Anwendung von M auf neue Sensordaten

4.3. Architekturen

Es gibt zwei Hauptklassen von Sensordaten und Lernstrategien, die verwendet
werden koénnen:

Globales Lernen mit einer Instanz
Es gibt einen raumlich verteilten Datensatz D(t) zu einer bestimmten Zeit
t (oder gemittelt in einem Zeitintervall) der von einer zentralen Instanz ve-
rarbeitet wird.

Lokales Lernen mit mehreren Instanzen und Globaler Fusion

Eine Reihe von zeitaufgelosten Sensordaten d(p,t) an einer bestimmten
rdumlichen Position p die von mutiplen Instanzen lokal verarbeitet werden.

Maschinelles Lernen 6
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Abb. 2. Riumliche vs. temporale und zentrale vs. dezentrale Sensorverar-
beitung und ML

4.4. Multiinstanzlernen

FEnsemblelernen

» Inherent verteilte Sensordaten (z.B. von einem rdumlich verteilten Sensor-
netzwerk mit Dehnungssensoren) kénnen mit lokalen Lerninstanzen ver-
arbeitet werden

1 Jede raumlich lokale Lerninstanz lernt ein Modell aus lokalen Daten
und inferiert lokale Eigenschaften — lokaler Zustand

» Globale Fusion der Inferenzen der einzelnen lokalen Lerninstanzen fiihrt
zu einer Inferenz des globalen Zustands

1 Z.B. durch Mittelung, Mehrheitsentscheid

1 Lokalisation z.B. durch Berechnung des “Massenschwerpunktes”

Multiinstanzlernen zeigt erhéhte Robustheit gegeniiber Stérungen und
liefert auch bei schlechter einzelner lokaler Inferenz noch durch das En-
semble statistisch gute Ergebnisse

Maschinelles Lernen 7
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4.5. Lernen und Rauschen

» Rauschen (einschliellich Sensorstorungen) hat einen hohen Einfluss auf
die Modellfunktion M und seine Vorhersagegenauigkeit

» Traditionelle Lerner wie ID3/C45 Entscheidungsbiaume beriicksichtigen
keine verrauschten Sensordaten!

» Um mit verrauschten Sensordaten arbeiten zu kénnen, wurde ein neuer
Entscheidungsbaumlerner ICE eingefiihrt:

Statt Sensorvariablen direkt zu verwenden, wird jede Sensorvariable x; in
eine Intervallvariable mit einem Rauschabstand e transformiert, dh x; —
[xi-€i,xi+6]

» Dieser Rauschabstand und die Intervallarithmetik, die vom Lerner ver-
wendet wird, verbessern die Modellqualitdt und Vorhersagegenauigkeit

erheblich!

=V, FV, =v3 <y >y

(a) ID3 (b) C45 (c) ICE (d) RF

Abb. 3. Vergleich verschiedener Entscheidungsbidume

4.6. Generalisierung

» Beim Lernen werden Trainingsdaten verwendet (Sensordaten mit Zielvari-
ablenergénzung)

» Getestet werden die trainierten Modelle 1. mit den Trainingsdaten und 2.
mit Testdaten

[ Genauigkeit der Vorhersage
A Falsch-positiv und Falsch-negativ Raten

1 “Offset” und Verzerrung

Maschinelles Lernen 8
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» Ein grofles Problem beim Maschinellen Lernen ist die nicht vorhandene
Generalisierung des Modells:

1 Das gelernte Modell kann die Trainingsdaten genau abbilden, die
Testdaten aber nicht (spezielles Modell)

1 Das gelernte Modell ist abhéngig von geometrischen oder temporalen
Variablen, wie z.B. der Messort oder Signalphase/Zeitversatz

[ Lokales vs. globales Modell!

5. Trainings- und Testdaten

Fiir das Trainieren und Testen von Modellfunktionen werden mit der
Zielvariablen gekennzeichnete Datensdtze bendtigt

Diese Datensétze kénnen aus drei Quellen stammen: 1.  Experi-
ment/Messung, 2. Simulation, 3. Datenerweiterung

Quantitativ und qualitativ hochwertige Sensordaten werden benétigt um
generalisierte Modelle zu lernen!

5.1. Experimentelle Daten

» Experimentelle Daten werden gewonnen aus

d Labor- und Priifverfahren von repriasentativen Bauteilen;

d Messverfahren zur Betriebszeit von Produktionsbauteilen (Serie).

» Bei Labor- und Priifverfahren steht nur kleine Menge an Datensétzen zur
Verfiigung die

1 Eine grofle Varianz der Schadens- und Fehlerfélle abbilden;

[ Die vergleichbare Schadens- und Fehlerfille in wiederholten Messun-
gen abbilden.

Trainings- und Testdaten 9
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5.2. Synthetische Daten

» Aus Simulation kénnen Sensordaten synthetisch gewonnen werden

» Es gibt verschiedene Ansétze der mechanischen Simulation von Materi-
alien und Strukturen:

FEM
Hoher Rechenaufwand, Modellbildung von hybriden Materialien und Syn-
taktischen Schidumen schwierig, dynamisches Schwingungsverhalten von
Strukturen aufwindig zu erfassen

MBP

Mehrkorperphysik und Masse-Feder Systeme zur Approximation von be-
liebigen Materialien und Strukturen auch mit inelastischen Verhalten und
Ermiidung, geringer Rechenaufwand, “echtzeitfahig”, dynamisches Verhal-
ten mit geringen Aufwand berechenbar

Trainings- und Testdaten 10
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Abb. 4. (a) Material einer Platte approximiert durch Masse-Feder System (b)
Virtuelles Sensornetzwerk synthetischen Dehnungssensoren (c) Zuséatzliche Stor-
lasten (oben) und Defekte (Mitte) (d) Sensormatrix

5.3. Datenwerweiterung

» Wenn nicht geniigend Experimente durchgefiihrt werden kénnen (fiir Rep-
likation und Varianz):

4 Vorhandene Datensétze werden zur synthetischen Erzeugung neuer
Datensétze verwendet

[ Schwierig und fehleranfillig:  Modellzusammenhénge zwischen
Schaden und Sensorsignalen miissten bekannt sein

Verfahren

Monte Carlo Simulation

Es wird gauBlverteiltes Rauschen auf die rohen Sensordaten tiberlagert (Er-
hohung Robustheit)

Skalierung und Transformation

Trainings- und Testdaten 11
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Rohe Sensordaten werden in den jeweiligen Dimensionen (z.B. Zeit oder
Fldche) “gedehnt” oder “gestaucht”

Segmentierung

Rohe Sensordaten werden in Segmenten zerlegt und wieder gemischt neu
zusammengesetzt

6. Beispiel: Verteiltes Sensornetzwerk mit
Dehnungssensoren

6.1. Aufbau

Simulation

» Probekorper: Rechteckige Platte, homogenes Material (z.B. Stahl)
» Mechanische Simulation: MBP mit Masse-Feder System

» Defekt: Fehlende Massekorper (und Verbindungsfedern)

» Sensoren: Dehnung (Oberflache), synthetisch

» Anregung: Schwingung der Platte durch Erdgravitation

Analyse

» Einzelinstanz- und Multiinstanzlernen mit verschiedenen Lernmodellen
und Algorithmen

» Pridiktorfunktion: Kategorische Schadensklassifikation (Ortssegment)

Beispiel: Verteiltes Sensornetzwerk mit Dehnungssensoren 12
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Damage Case
Prediction

6.2. Ergebnisse Schadenspradiktion (Global)

» Eine globale Lerninstanz

Training Data Test

100 -
80 = Correct
1 Bl Wrong
] /= Q
60
g ]
40
20
0] i

€45 ICE SLP  MLP SVM  RF
(a)

Sample Data Test (LOAD NOD)

30—3 1

60—f

40

zoé

o] 1

€45 ICE  SLP MLP
©

@8 Correct
Bl Wrong
= Q

[%]

SVM RF

C45

[Bosse et al., ECSA 2019]

Beispiel:

Sample Data Test (NOL NOD)

Em Correct

Sample Data Test (NOL DEFR1)

@m Correct
B Wrong
/= Q

ICE  SLP
@

SVM RF

Verteiltes Sensornetzwerk mit Dehnungssensoren 13
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6.3. Ergebnisse Schadenspriadiktion (Lokal)

» 3 x 4 lokale Sensorknoten und Lerninstanzen mit globaler Fusion

(Mehrheitsentscheid)

Traning Data Test
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60 =3 Correct
§ = Wrong
= == GCorrect

40+ =3 GWrong

3 Found

C45 ICE SLP MLP
(@)

Sample Data Test (LOAD NOD)
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=3 GWrong
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[Bosse et al., ECSA 2019]

6.4. Rechenkomplexitat

» Genauigkeit der Schadenspradiktion ist nicht alles!!!

ML Parameter Learning Time Modelsize (Bytes)

C45 - 8s 4k

ICE €=0.01 100ms 16k

SLP  dter=1000 1s 190k

MLP!  iter=1000, layershidden = [5] 2s 210k

MLP?  iter=20000, layershidden = [5] 22s 210k

SVM  iter=1000, kernel={type: rbf, C:0.5, 0:0.1} 90s 260k

RF depthmax = 10, trees = 5 150ms 1.2M

Beispiel: Verteiltes Sensornetzwerk mit Dehnungssensoren 14
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6.5. Demonstration

7. Beispiel: Verteiltes Sensornetzwerk mit Ultra-
schallsensoren

7.1. Aufbau
Experiment

» Probekérper: CFK Platte (500 x 500 mm)

» Messverfahren: Luftultraschall 2D Scan (Raster: 2mm), DLR Braun-
schweig

\

Sensor: Luftultraschallmesskopf
» Anregung: Gekoppelter Piezoaktuator

» Defekt: Auf die Oberfliche geklebter oder gekitteter Pseudodefekt (rund,
20mm)

Analyse

» Uberwachtes Multiinstanzlernen mit einem virtuellen Sensornetzwerk (8
x 8 Knoten)

» Pradiktorfunktion: Erkennung und numerische Approximation der raum-
lichen Position eines Pseudodefekts

» Modell- und Lernverfahren: Riickgekoppeltes kiinstl. neuronales Netzwerk
mit LSTM Zellen

Beispiel: Verteiltes Sensornetzwerk mit Ultraschallsensoren 15
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7.2. Framework

Konzept: Virtuelles verteiltes Sensornetzwerk

Measuring Points Ensemble Learning

ViAo ——
.| Feature ( \

[

[

Multi-Segment
Actuator

>
Time-resolved
Sensor Data

" | selection

v

SR

B &Zﬁ?}'irr:z Fusion —* D(x.y)
)

]
I’

Guided
Waves Damage Network

Predictor
Function

N

Abb. 5. Mess- und Datenverarbeitungarchitektur [Virtuelles Sensornetzwerk 8
x 8 Knoten, rdumlicher Abstand 60mm]|

7.3. Feature Selektion
1. Downsampling der rohen Sensorsignals (ca. 4000 Samples auf der
Zeitachse) 1:10 (Entnahme jedes 10-ten Sampels)

2. Am Ort eines virtuellen Sensors S(z,y) wird ein 2 x 2 Pixelfeld auf einen
Sensor reduziert (rdumliche Mittelwertbildung)

3. Downsampling des reduzierten Sensorsignals 1:4 (Mittelwertbildung,
Zeitachse)

4. Diskrete Wavelet Transformation mit HP /TP Filtern (4 Ebenen)

Beispiel: Verteiltes Sensornetzwerk mit Ultraschallsensoren 16
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7.4. Modell

» Kinstliches Neuronales Netzwerk

» Im Falle des Featurevektors DWT=[d;,d,d3,ds] gibt es 4 Eingangsneu-
ronen

» Ein Ausgangsneuron (Sigmoid Aktivierungsfunktion, Ausgangssignal [0,1]
— No Damage/Damage)

» Eine innere Schicht mit 6 Long-short-term Memory Zellen (LSTM)

LSTM

T
p—BH

N _/

Beispiel: Verteiltes Sensornetzwerk mit Ultraschallsensoren 17
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7.5.

Trainingsalgorithmus

. Zufallige Auswahl eines Experiments e € E

Fir alle Knoten des Netzwerks Schritte 3-6 durchfithren:

Sequenzielle Aktivierung (Forwardpropagation) der selektierten Feature-
variablen (DWT 1,2,3,4)

Backpropagation des Knotenfehlers error=y-yiarget (Defekt oder kein De-
fekt in der Umgebung)

» Niedrige Lernrate a = 0.05!

Globale Fehlerakkumulation aktualisieren (Richtig-positiv/negativ,
Falsch-positiv/negativ)

Schritte 3-5 n-mal wiederholen

Schritte 1-6 m-mal wiederholen bis Fehlergrenze unterschritten ist
Trainings- und Testdatenevaluation

» Einzelne signifikant fehlerhafte Knoten identifizieren und selektiv
trainieren

» Insbesondere die Baselineexperimente (kein Defekt) miissen fehlerfrei
erkannt werden (keine aktivierten Knoten)

Pradiktion und Lernerfusion

>

>

Die einzelnen Knoten des Sensornetzwerkes arbeiten mit lokalen Sensor-
daten

Jeder Knoten liefert eine Abschétzung ob in einem bestimmten Radius r
um seinen Ort ein Defekt vorhanden ist

Es kommt zu falsch-positiv und falsch-negativ Klassifikationen

Alle positiven Aktivierungen im Netzwerk werden erfasst und von den
Sensorpositionen die rdumliche Schwerpunktposition bestmmt

[ Besonders kritisch: Der Baselinefall (Nullmessung ohne Defekt)

Aber: Die Aktivierungen sollten in Clustern auftreten - sporadische
einzelne Knotenaktivierungen kénnen noch diskriminiert werden!

Beispiel: Verteiltes Sensornetzwerk mit Ultraschallsensoren 18
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7.6. Ergebnisse

2D Konfusionsmatrix

4 44 (444’4 [d| | d A 4| |ddddd[d|dd
4 4 B B W 4444 (]| |ddddamBEE| |[404dd40dd[d
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Abb. 6. Riaumliches Labeling und Aktivierung der 64 Netzwerkknoten durch
die Ultraschallmesssignale (DWT Features) fiir 9 Experimente mit Defekt (9
Positionen) und eines ohne Defekt (Baseline): [Label/Pradiktion]

Pradiktionsergebnisse

Position Accuracy [mm]

160

140

-
he]
o

=y
Qo
o

o]
o
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40

20

Training Set 1

Test Set 1 Test Set 2

Abb. 7. Positionsgenauigkeit bei der Bestimmung der Defektposition aus dem
Netzwerkensemble bei 9 Experimenten mit Defekten (gemischt Kitt/geklebt)
und einem Experiment ohne Defekt (falsch-positiv/negativ=0!). Test Satz 2
enthélt Defektpositionen die nicht im Trainingsdatensatz enthalten waren.

Zusammenfassung

19
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8. Zusammenfassung

1. Ziel von Maschinellen Lernen in der Zustandsiiberwachung von Bauteilen
und Materialpriifung ist hier die Ableitung von Pradiktorfunktionen die
als Ziel- und Ausgabevariable:

» Kategorische Werte (Klassifikator), oder

» Numerische Werte (Approximatorfunktion) liefern.
2. Es wird unterschieden:

» Das Modell welches eine Hypothese der zu suchenden Pradikator-
funktion darstellt

» Der Algorithmus der das Modell erzeugt, trainiert, und die Inferenz
implementiert (Ausgabe)

3. Deep Learning ist nicht alles!

» Klassische oder verbesserte Entscheidungsbaumlerner (schlank und
“echtzeitfdhig”) konnen auch fiir SHM eingesetzt werden!

4. Einfache Verfahren (KISS Prinzip) sind meist komplexen Algorithmen
iiberlegen!

5. Verteiltes Ensemble Lernen mit Lernerfusion ist globalen Einzelinstanzler-
nen uberlegen!

Zusammenfassung 20
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